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基于深度 Q 网络的 BECT 治疗药物左乙拉西坦用药剂量推荐 
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摘要：目的  基于深度 Q 网络模型推荐伴中央颞区棘波的儿童良性癫痫患儿抗癫痫发作治疗药物左乙拉西坦的口服剂量，

辅助医师制定精准的个性化用药方案。方法  收集整理 2016 年 1 月 1 日—2021 年 4 月 29 日重庆医科大学附属儿童医院

245 例伴中央颞区棘波的儿童良性癫痫患儿的随访数据，利用深度强化学习技术，构建一个基于深度 Q 网络的儿童癫痫

智能用药剂量推荐模型，并将专业医师处方与算法推荐的左乙拉西坦每日用药总剂量进行比较。结果  在推荐每日用药

总剂量分布上，深度 Q 网络推荐的分布情况跟专业医师处方大体相似且更倾向于推荐在数据集当中分布较多并且具有统

计意义的用药剂量。对基于深度 Q 网络剂量推荐在伴中央颞区棘波的儿童良性癫痫治疗药物左乙拉西坦的用药剂量的准

确性进行了比较，每日用药总剂量分类平均准确率为 89.7%，分类推荐用药平均误差为 0.341 3。结论  初步验证了基于

深度 Q 网络的用药剂量推荐模型的有效性，为该算法模型推广到更多抗癫痫发作治疗药物剂量推荐中提供参考。 
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ABSTRACT: OBJECTIVE  To recomend the oral dose of levetiracetam for the treatment of benign childhood epilepsy with 
centro-temporal spikes and assist doctors in making precise individual therapy based on deep Q network. METHODS  The 
follow-up clinical data of 245 cases of benign childhood epilepsy with centro-temporal spiked from Children’s Hospital of 
Chongqing Medical University from 2016 January 1 to 2021 April 29. Leveraging deep reinforcement learning technology, a 
deep Q neural network model for drug dosage recommendations of childhood epilepsy was build. The professional physician’s 
prescription was compared with the total daily dosage of levetiracetam recommended by the algorithm. RESULTS  In terms of 
the total recommended daily dose distribution, the distribution recommended by the deep Q network was generally similar to that 
of professional physicians, and it was more inclined to recommend drug doses that were widely distributed and statistically 
significant in the data set. The accuracy of the intelligent dose recommendation of levetiracetam for benign epilepsy in children 
with centro-temporal spikes was compared in the deep Q network dose recommendation. The average accuracy rate of the total 
dose classification of daily medication was 89.7%, and the average error of the classification of recommended drugs was 0.341 3. 
CONCLUSION  The effectiveness of the drug dose recommendation model based on the deep Q network is preliminarily 
verified, and it provides a reference for the extension of the algorithm model to more anti-epileptic seizure drug dose 
recommendations. 
KEYWORDS: benign childhood epilepsy with centro-temporal spikes; levetiracetam; drug dosage recommendation; deep 
reinforcement learning; deep Q network 
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癫痫是一种常见的神经系统疾病，是一种呈慢

性、发作性、刻板性表现的脑功能障碍疾病[1]。目

前在全球范围有 7 000 多万癫痫患者[2]，大多分布

在中、低收入国家，其中有一半以上是儿童患者[3]。

儿童癫痫类型众多，患儿临床表现迥异，同时还

可能导致智力、运动功能、身体发育迟缓等[4-6]。
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伴中央颞区棘波的儿童良性癫痫(benign childhood 
epilepsy with centro-temporal spikes，BECT)是儿童

常见的一种癫痫综合征，占儿童时期癫痫的

15%~20%，检出阳性率高，预后相对良好，药物

易于控制[7]。 
儿童癫痫因病因复杂，治疗周期长，且不易

根治，在很大程度上影响患儿及其家庭的生活质

量[8]。目前，针对儿童癫痫的主要治疗手段是临

床医师根据患儿的癫痫类型给患儿开具抗癫痫

药物(antiepileptic drugs，AEDs)，然后根据其服

药后的主观反馈及客观实验室检查指标的变化

情况来制定后续的治疗计划[9]。由于不同的医师

对于同一个患儿的疾病成因及病情严重程度有

不同的判断，因此制定的治疗方案也不尽相同。

同时，患儿的用药剂量通常需要精确到毫克级，

所以对临床用药的调整极大依赖于医师多年的

临床实践，不可能被快速地复制并在年轻医师中

推广。 
传统的治疗手段在标准化及经验推广上的劣

势正好是大数据及智能化的优势，特别是近年来

随着机器学习/深度学习人工智能和大数据技术的

蓬勃发展，其被越来越多地应用到生物医疗领域

当中，并取得了一定的成绩[10-16]。机器学习算法

能够从海量的患者诊疗数据中学习到医疗专家多

年积累的病情诊断和相关治疗经验。对于 BECT
这类慢性疾病而言，患儿需要长期服药，药物治

疗方案会根据患儿定期随访的结果进行动态调

整。这种基于“治疗—反馈—调整”的闭环治疗

过程可以被抽象为一个典型的序贯决策问题，即

医师根据患者当前的病情制定用药方案，随后观

察患者服药后身体的变化情况并适时调整下一阶

段的治疗方案。 
强化学习是机器学习的一个重要研究分支，

强化学习智能体在与周围环境不断的交互过程

中，学习到一套 优的策略来指导决策，从而让

选择的动作(治疗方案)能够取得 佳的效果[17-21]。

强化学习算法尤其擅长于解决精准用药/智能用药

这一类序贯决策问题。通过对 BECT 患儿 AEDs
治疗全过程临床数据挖掘，采用基于强化学习的

深度 Q 网络模型(deep Q network，DQN)来推荐

BECT 抗癫痫治疗发作药物左乙拉西坦的每日用

药剂量。在此基础之上，笔者建立了一个针对

BECT 的个性化治疗分析平台，为 BECT 患儿成

功治疗提供重要的辅助和支撑。 

1  资料与方法 
1.1  病例资料 

笔者收集了 2016 年 1 月 1 日—2021 年 4 月

29 日重庆医科大学附属儿童医院神经内科收治的

245 例儿童 BECT 患者的临床资料。资料详尽地记

录了每例患儿每次的随访信息，包括了主诉、体

格检查、现病史、实验室化验结果、医师的诊断

信息、治疗方案、用药情况以及治疗效果反馈。

本研究经伦理委员会批准。 
随访次数统计结果表明进行了 1~5 次随访的患

者数 多(95 例)，6~10 次随访和 11~15 次随访的患

者分别有 76 例和 49 例，>20 次随访的患者数仅 9
例，结果见图 1。癫痫患儿在经过治疗之后，大部

分未发作(45.4%)，有轻微症状的约占 1/3 (34.1%)。
癫痫患儿每次随访的体格检查约有不到一半的患儿

体格状况良好(43.64%)，约有 13.75%的患儿身体状

况一般，另外 42.61%的患儿身体存在某些缺陷。 
 

 
 

图 1  儿童癫痫患者随访次数统计分布 
Fig. 1  Statistical distribution of the number of follow-up of 
children with epilepsy 
 

1.2  方法 
1.2.1  患者临床诊疗数据处理  不同类型的数据

处理方式不同。针对主诉、治疗方案、体格检查等

文本数据，提取关键词处理自然语言，例如：有无

发作、用药剂量和频率等。另外，对意思相近的词

语或语句进行归类，例如：呼吸平稳、面色红润、

四肢肌张力正常等描述都反映了患儿的身体状况

良好，将它们归为一类。针对实验室化验结果等数

值类型的数据，采用均值补全的方法对缺失的数据

进行补全。对于设备误差或操作不规范导致出现的

部分异常检测结果，也进行统一识别并移除。 
由于计算机只能识别数值类型的数据，所以

需要对所有的非数值类型的数据都进行编码处

理。不同类型的数据采用不同的编码方式。首先，

采用二进制编码的方式来表示患者是否癫痫发作，

例如：患者如果没有癫痫发作，记为 0，反之则记

为 1。顺序编码 1，2，3，…，N 可以用来表示发
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作次数、用药剂量和频率等。另外采用多热编码的

方式对用药方案进行编码，例如：某个患者使用了

左乙拉西坦和奥卡西平 2 种 AEDs，这 2 种使用了

的药物标记为 1，其他未使用的药物全部标记为 0。 
1.2.2  基于 DQN 的智能用药剂量推荐  DQN 是

一种有代表性的强化学习模型，它在与环境的交

互过程中，通过不断试错来学习 优的策略 π ，以

期望获得 大化的长期的累积回报[22]。首先策略

π 基于当前的状态 S 来选取一个动作 π( )α s= 并作

用于环境，然后观察环境的反馈，通常用状态价

值函数 π ( , )t tQ S α (即在状态 S 处执行动作 α 所获累

积回报的期望值)来表示： 
2

π 1 2( , ) IE[ + + + , ]=

IE[ , ]
t t t t t t t

t t t t t

Q s R γR R s

U S s A

α γ α
α

+ +=

= =



。
 (1) 

其中 tR 表示强化学习算法在每一轮与环境交

互过程中环境给出的奖励，γ 表示未来奖励在现在

的折现率， tU 表示整个交互过程中累积的奖励总

和。而强化学习算法的目标是找到在该策略 π 下

优的动作价值函数 *( , )t tQ s α ，即： 大的价值函数
*( , ) max (s , )t t t tQ s Qα αππ

= ， 后找到 *( , )t tQ s α 所对

应的动作 tα ，即 佳的动作： 
* αrg maxt aα = *

t tQ s α( , )[23-24]。 (2) 
传统的强化学习方法(例如：Q Learning)使用

一个简单的表格来记录观察到的患者病情(患者主

诉，实验室检验指标，医师的诊断结果等)与医师

开具的用药剂量和次数之间的关系。当患者就诊

的时候，通过查询该表格中患者信息就可以找到

对应的诊疗情况。当记录患者病情项目比较少的

时候，这种查询表的形式是一种较为有效的方法。

但是对于癫痫这类慢病而言，每位患者既往的临

床症状、检查、化验等指标通常来说有几十上百

项，且很多检验项目的结果是连续分布的数值，

所以信息必须进行离散化存储，这将导致表格记

录的数据量急剧增大，受限于当前计算机的性能，

表格查询效率将迅速下降。针对这个问题，DQN
算 法 用 一 个 深 度 神 经 网 络 ( ,t tQ s α ；ω) 来 近 似

*( , )t tQ s α [25-26]，可以表示为 ( ,t tQ s α ；ω) *( , )t tQ s α ，

其中 ω 表示神经网络的参数。得益于神经网络的多

层全连接的神经元结构，DQN 能够学习并表示高

维连续非线性数据之间的复杂关系。 
基于强化学习的 DQN 算法在医疗中的应用示

意图见图 2。在儿童癫痫精准用药场景中，环境是

指患者的身体本身，动作是指推荐的治疗癫痫药

物的用药剂量，患儿的身体状态包括患者的主诉

信息(包括患者的症状、主观感觉、发病次数、频

率以及每次发病的持续时间等)、体格检查、医师

的评估、实验室化验指标(血常规、肝肾功能、脑

电图等)等。DQN 强化学习智能体基于策略 π 推荐

的用药剂量，观察患儿按推荐剂量服用一个疗程

之后的身体状况。患儿在该疗程治疗前后的身体

状况的变化情况被视为第 t 个疗程的治疗反馈 tR 。

在儿童癫痫精准用药模型的奖励函数的设计中，如

果患儿未发作 tR 设为 100，如果发作 tR 设为–100，

情况不详则设为 0。在收集到的儿童 BECT 随访数

据库中包含 3 条治疗反馈信息：①按照距上次就

诊是否发作 1tR ；②近 3 个月内是否发作 2tR ；③近

半年内是否发作 3tR 。用 1tR ， 2tR 和 3tR 的加权平均

数来表示 tR ： 

1 2 350% 40% 10%t t t tR R R R= × + × + × 。 (3) 
其中 50%，40%和 10%分别表示 1tR ， 2tR 和 3tR 对 
应的权重，是经过多次实验得到的经验值。 

 

 
 

图 2  基于深度 Q 网络强化学习的用药推荐示意图 
Fig. 2  Schematic diagram of medication recommendation 
based on deep Q network reinforcement learning 
 

DQN 模型通过发现用药前后患者身体状况的

变化，找到 优的动作(用药剂量)，使总体的治疗

效果 好(奖励 大化)，让患儿使用推荐剂量的药

物之后病情保持稳定，癫痫发作次数逐步减少，

症状逐步减轻。 
2  结果 
2.1  模型训练误差 

DQN 算法模型推荐药物剂量的总误差随着训

练次数增加的变化情况见图 3。结果表明，在模型

训练之初，训练误差从 34 开始迅速下降，在训练

到 1 000 次的时候误差下降到 27.5，随后训练误差

缓慢下降，在经过 20 000 次的训练之后在 25.5 呈
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平稳趋势。模型训练误差总体呈下降趋势，但是

期间有小幅的波动。 
2.2  推荐用药总剂量分布情况比较 

儿童服用左乙拉西坦药物剂型有口服溶液、

片剂以及缓释片，笔者将处方中不同剂型的左乙

拉西坦含量做了相应的折算，用片剂中主要含量

标记剂量。比较左乙拉西坦治疗 BECT 的专科医

师处方与 DQN 算法推荐每日的用药总剂量的总体

分布情况见图 4。结果发现，医师处方开具的每日

用药总剂量大多分布于 0.5，0.75，1 g，分别为 623，

992，934 例次。由于有一部分患儿病情较稳定(561
例)，医师未开具该处方药。同时，每日用药总剂

量在 0.125 g(11 例)，0.25 g(104 例)，0.375 g(81 例)
和 1.25 g(190 例)，1.5 g(215 例)分布较少。对于少

数患儿，医师开具的每日用药总剂量都>1.5 g。用

DQN 算法推荐的每日用药总剂量分布情况跟专业

医师处方大体相似，主要分布于 0，0.5，0.75，1 g。

特别是 0.75 g 和 1 g，达到了 1 720 例和 1 117 次。

但是，对于一些诊疗数据集里面分布较少的情况，

例如 0.125，0.25，0.375，1.5 g 等，DQN 算法的

推荐次数几乎接近于零，说明了 DQN 算法更倾向

于推荐一些在数据集当中分布较多并且具有统计

意义的用药剂量。 
2.3  深度 Q 网络推荐用药总剂量结果 

DQN 推荐用药剂量的结果见图 5。模型推荐未

用药跟实际情况相符的为 130 例次。模型重点推荐

的用药剂量集中在 0.5，0.75，1 g 当中，以 DQN
模型推荐剂量为 0.75 g 为例，模型预测正确的为

130 例，推荐剂量比实际处方偏多 0.25 g(医师真实

处 方 为 0.5 g)的 有 46 例 次 ， 比 实 际 处 方 偏 少

0.25 g(医师真实处方为 1 g)的有 108 例次。推荐误

差主要来自以下 2 种情况：一种是推荐剂量为

0.75 g 和 1 g，但医师真实处方为 0 g，这 2 种剂量

分别为 47 例次和 48 例次，另一种是医师真实的处

方为 0.5 g(40 例次)，0.75 g(32 例次)和 1 g(37 例次)，
但推荐结果是不用服药。 
2.4  每日用药总剂量分类推荐准确率及误差 

每日推荐用药总剂量分类的准确率和误差见

表 1。在数据集当中出现较多的推荐用药剂量的准

确度相对较低，其中 0 g 的准确率为 74.7%，0.5%，

0.75%，1 g 的准确率分别为 83.5%，66.5%，65.8%。

而其余的推荐用药剂量的准确率都>95%。 
 

 
 

图 3  深度 Q 网络算法模型的推荐误差随着训练次数增加的变化情况 
Fig. 3  Recommendation error of deep Q network model change with the increase of training iteration 
 

 
 

图 4  专业医师处方与深度 Q 网络算法推荐的左乙拉西坦每日用药总剂量的分布情况比较 
Fig. 4  Comparison of the distribution of the daily drug dosage prescribed by experienced doctors and recommended by deep Q 
network model 
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图 5  深度 Q 网络推荐左乙拉西坦用药剂量结果 
Fig. 5  Recommendation results of drug dose of levetiracetam by 
deep Q network  
 

不同剂量的分类推荐误差的总体平均误差约

为 0.341 3，其中 小的是 0.75 g 的推荐用药剂量，

误差为 0.179 1；当推荐用药剂量>1.75 g 时，误差

较大，分别为 1.142 9，1.375，2，这是因为在这个

区间的数据集中的样本量很少，模型训练不充分。 
 

表 1  每日用药总剂量分类推荐准确率和误差 
Tab. 1  Recommended accuracy and error of total daily dose 
of medication  

每日用药总剂量/g 分类推荐准确率/% 分类推荐用药误差 

0  74.7 0.374 5 
0.125  99.5 0.196 4 
0.25  97.4 0.276 3 
0.375  97.8 0.386 4 
0.5  83.5 0.341 0 
0.75  66.5 0.179 1 
1  65.8 0.316 9 
1.25  95.8 0.561 1 
1.5  96.6 0.606 3 
1.75  99.2 1.142 9 
2  99.3 1.375 0 
3  99.9 2.000 0 

平均值 89.7 0.341 3 
 

3  讨论 
本研究建立了一个基于 DQN 的强化学习算法

模型，用于治疗 BECT 左乙拉西坦的智能用药剂

量推荐。该模型旨在从专科医师大量历史治疗用

药经验和治疗方案的临床数据中学习到一套 优

的用药策略，并根据不同患儿的身体状况给出

优的用药剂量，以期患儿在用药之后病情保持稳

定且症状逐步减轻。以重庆医科大学附属儿童医

院 245 例 BECT 患儿的治疗数据对模型的性能进

行了验证，实验结果显示模型推荐用药剂量跟专科

医师开具的处方的用药剂量分布情况基本一致，算

法模型在常规剂量下推荐用药剂量与实际用药剂

量非常接近，说明了用强化机器学习，根据科学的

算法由人工智能技术来推荐药物剂量的思路的可

行性。 
从数据可看出，疾病伴随的影响大，患儿治

疗周期长，多次治疗随访，确有做到治疗规范化

的必要性。然而，癫痫是一类诊断分类较为复杂

的慢性疾病，而 BECT 在儿童中的占比较高，复

杂的临床表现形式相对明确，治疗过程中很多复

杂的情况能用逻辑关系来表述，药物治疗有效性

相对较高，尤其以安全性和有效性比较明确的左

乙拉西坦为主要治疗药物，此外左乙拉西坦属于

促认知药物，可以改善患儿认知功能，对共患病

问题也有一定作用，所以笔者首次开展了基于

DQN 的 BECT 左乙拉西坦用药剂量推荐的研究。

但也鉴于认清 BECT 的难度较高，且癫痫本身具有

随着年龄变化的特殊性，因此明确该诊断的例数相

对较少，这也对计算机学习带来了一定的问题。 
本研究发现，DQN 模型更倾向于推荐某些在

数据集中分布较多的用药剂量(如未开药，0.5，

0.75，1 g 等)，而针对在医师处方中较少的用药剂

量(如>1.5 g)，该算法几乎不推荐。这是由于算法

模型学习的病例样本数量有限，所以 DQN 模型未

能充分学习到样本较少的 BECT 病症与用药剂量

之间复杂的关系，导致学习结果会存在一定的误

差。这说明在逻辑关系表述上抓住核心内容之外

还可以纳入更多的智能决策目标，决策目标增多

既能提升推荐的准确度，也能更合理地增加推荐

剂量的分布广度。另外，从统计结果来看，DQN
算法的推荐误差，包括假正例和假负例，一种是

推荐剂量为 0.75 g 实际为 0 g 或者 1 g，另一种是

推荐剂量为 0 g 实际却为 0.5，0.75 和 1 g。这也充

分体现了癫痫这类疾病的特殊性以及治疗的特殊

性。出现前者的原因主要是因为临床医师会根据

患儿的临床表现以及检查结果及时地调整用药方

案，例如患儿的治疗疗程已完成或接近尾声，不

再需要继续维持使用治疗药物，此时就会调整治

疗方案，一般就会开始减量使用药物。后者出现

的原因分析可能与对疾病的认识、开始癫痫治疗

的积极程度、患儿病情的特殊情况等有关，临床
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治疗中综合评估要考虑到更多的因素，因此目前

系统做理论推荐为主，且离不开人工的复核。结

果分析中也显示了推荐误差主要发生在医师实际

用药剂量分布较多的区间，那么下一步要提高精准

度就还需要去细化治疗中初始治疗剂量、维持治疗

剂量以及纳入体质量等多个协变量，既要强调遵循

治疗原则，又要充分考虑个体化差异。癫痫的药物

治疗原则是基于病情，尽可能使用单一的药物品种

和 小药物剂量控制癫痫发作，所以患儿初始给药

剂量一定是基于患儿给出 优化的给药方案。在治

疗过程中随着病史的变化调整剂量或联合使用其

他药物。等到病情稳定则进入维持治疗剂量，维持

治疗剂量会随着体质量的变化而变化，也会随着病

情变化而调整，所以还需要纳入体质量等多个协变

量。甚至有些癫痫综合征对年龄、性别的划分有治

疗策略上的差别，所以还可以纳入年龄、性别等协

变量来提高推荐的精准度。 
本研究模拟了 DQN 的强化学习算法模型用于

AEDs 左乙拉西坦治疗 BECT 的智能剂量推荐。接

下来笔者将模型应用到更多的抗癫痫药物(托吡

酯、丙戊酸钠、奥卡西平等)临床用药推荐工作当

中，并且还将深入研究药物联合使用时的剂量推

荐，更好地为临床使用提供辅助和支撑。 
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